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Introduzione

Lo scopo di questo elaborato è quello di esplorare e valutare un nuovo modello di Hash-

tag Recommendation per applicazioni Real-Time. Nei Social Media i post possono essere

etichettati e arricchiti con l’utilizzo di hashtag, che, a loro volta, permettono la categorizza-

zione e la ricerca dei post stessi nella piattaforma. Un problema che spesso riscontrano gli

utenti è la difficoltà nello scegliere gli hashtag giusti per un post, che risulta spesso in scelte

non ottimali, non correlate all’argomento in questione oppure alla publicazione del post sen-

za nessun hashtag. Da ciò nasce la necessità di suggerire gli hashtag più probabili, in base

alla pertinenza rispetto all’argomento del testo al quale vengono associati. Per rispondere a

questa necessità, si utilizzano i modelli di Hashtag Recommendation (suggerimento di ha-

shtag). La proposta suggerita è quella di presentare un modello che possa effettuare questo

task, riadattandosi in tempo reale ai cambiamenti nei topic di discussione che avvengono

nella piattaforma.

Il modello in questione è un’estensione di un modello preesistente: HASHET (HAshtag

recommendation using Sentence-to-Hashtag Embedding Translation) [5]. L’architettura è

composta a sua volta di modelli di Sentence e Word Embedding, utilizzati rispettivamente

per generare l’embedding del testo di ciascun post e gli embedding dei suoi hashtag. Per

ciascun post viene infine usato un modello di mapping per produrre dei vettori target nello

spazio di Embedding degli hashtag dal testo e dei meccanismi di espansione tramite ricerca

dei vicini (Nearest Hashtags Expansion) su questo target per suggerire gli hashtag migliori.

L’estensione proposta include proprio il riadattamento, in tempo reale, alla variazione dei

topic appena discusso. Il modello sarà valutato in scenari Real-Time, in competizione con

alcuni dei modelli stato dell’arte più rilevanti nello stesso ambito.

I domini applicativi e gli scenari che interessano i task di Hashtag Recommendation sono

svariati, come l’utilizzo discusso per i Social Media, la categorizzazione automatica di e-mail

e il suggerimento di tag per contenuti, come note e blog post fino anche all’assegnamento

di etichette ad una galleria di film e serie televisive, in base alla descrizione. Per la speri-
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mentazione, è stato analizzato un caso di studio generato da dati provenienti da Twitter,

più in particolare, concentrandosi sulle elezioni americane del 2020 (sugli hashtag relativi

ai diversi candidati). Il modello proposto ha ottenuto risultati ottimali, superando anche le

performance dei modelli con i quali è stato messo a confronto. L’estensione in Real-Time

si è mostrata efficace nel riadattare il modello alle variazioni di topic, mantenendo risultati

elevati anche con l’avanzamento del tempo negli esperimenti.

Il seguente elaborato è organizzato in quattro capitoli. Nel Capitolo 1 verrà esplorato

in dettaglio il dominio applicativo di riferimento, offrendo un’introduzione ai Big Data, ai

Social Network e, più in particolare, a Twitter. Un’ulteriore sfida aggiunta all’analisi di

Big Data è quella di svolgere tali analisi in Real-Time. Questo comporta un maggior livello

di attenzione per quanto riguarda l’efficienza e la parallelizzazione dei modelli utilizzati,

nonchè sui sistemi di elaborazione scelti per i task. Le problematiche relative alle analisi in

tempo reale e le considerazioni fatte in merito saranno discusse sempre nel primo capitolo.

Si andrà inoltre ad esplorare in dettaglio il contesto delle analisi, per comprendere meglio

la natura e gli obiettivi dei task di riferimento. Il Capitolo 2 servirà quindi ad introdurre

e a spiegare questi contesti, partendo dal campo del Natural Language Processing (NLP),

del quale verranno illustrati gli obiettivi e i progressi più significativi. Infine, dopo aver

introdotto i contesti di Recommendation System e Real-Time Hashtag Recommendation,

questo capitolo si concluderà con una rassegna sintetica dei principali lavori presenti in

letteratura, riguardo i task di Real-Time Hastag Recommendation.

Dopo aver concluso l’introduzione ai principali contesti applicativi di questo studio, nel

Capitolo 3 verrà presentato il modello proposto. Si inizierà introducendo i modelli di Deep

Learning sui quali si basa (BERT, GUSE e Word2Vec), per poi presentare l’architettura

completa, spiegandone il funzionamento e la struttura e continuando con l’estensione in Real-

Time. Questa seconda parte illustrerà tutte le scelte progettuali effettuate per applicare il

modello su uno stream di dati in tempo reale, mostrando quali modifiche sono state eseguite

per l’adattamento alla nuova dinamica di esecuzione e quali sistemi e strutture supportino

tale funzionamento. Verrà quindi esplorata la differenza del modello HASHET statico e

quello in Real-Time, mostrando la struttura completa del framework utilizzato. Il tutto

verrà integrato con una spiegazione dei dettagli implementativi e del tuning dei modelli e

dei parametri.

Il Capitolo 4 sarà dedicato alla valutazione sperimentale (eseguita sui dati delle elezioni

USA del 2020). Verranno qui presentate le prestazioni e i risultati ottenuti dagli esperimenti
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eseguiti sul modello proposto, mostrandone le variazioni rispetto ai parametri e alle configu-

razioni scelte. Sarà qui inoltre presentato un paragone dei risultati ottenuti con HASHET,

rispetto ad alcuni dei modelli più di successo nella letteratura.

L’elaborato terminerà con una sezione conclusiva, nella quale saranno discussi riassun-

tivamente i risultati ottenuti e le considerazioni tratte da essi e dallo sviluppo dell’intero

progetto, concentrandosi sugli obiettivi raggiunti e sui risvolti che possono seguire questo

elaborato.
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